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Resumo 

Este estudo explora algoritmos e funções de ativação de redes neurais artificiais (RNAs) para a predição 
da altura total das árvores de Eucalyptus spp. O objetivo foi recomendar as melhores configurações de 
RNAs para essa variável. Os dados foram provenientes de 2.888 árvores. As RNA treinadas apresentaram 
como variáveis de entrada o DAP, clone, idade, classe de idade e classe diamétrica. A altura total foi a 
variável de saída. Cinco algoritmos e seis funções de ativação foram combinados nas camadas oculta e 
de saída, totalizando 18.125 RNA treinadas. As RNA foram avaliadas por meio da correlação linear ( ŷyr ), 

raiz quadrada do erro médio (RQEM%), bias e histogramas da ŷyr  e RQEM%. As RNAs treinadas obtiveram 

RQEM% variando de 0,07% a 396,3% e ŷyr  de -0,7130 a 0,9998. O treinamento das RNAs foi realizado no 

software Neuro 4.0.6. Com exceção da RNA com o algoritmo Manhattan Update Rule, as melhores RNA 
selecionadas na validação apresentaram correlação acima de 0,97, e RQEM% e bias próximos de zero. 
Os algoritmos Backpropagation, Resilient Propagation, Scaled Conjugate Gradient e Quick Propagation 
apresentaram boa precisão na modelagem da altura. As funções de ativação logística e log são eficientes 
para as camadas oculta e de saída, respectivamente. Na validação, a topologia de rede 12-10-1 com 
algoritmo Resilient Propagation apresentou a maior precisão, com RQEM de 0,067 m. Por outro lado, a 
topologia 12-14-1 com algoritmo Manhattan Update Rule obteve a menor precisão, com RQEM de 3,13 m. 
A topologia 12-10-1, com algoritmo Resilient Propagation e função de ativação logística, podem ser 
utilizadas no treinamento para a predição da altura total de Eucalyptus spp. 

Palavras-chave: Altura; Eucalipto; Inteligência artificial; Manejo florestal. 

Abstract 

This study explores algorithms and functions of activation of artificial neural networks (ANNs) to predict 
the total height of Eucalyptus spp. The objective was to recommend the best RNA configurations for this 
variable. The data came from 2,888 trees. The trained ANNs presented DBH, clone, age, age class and 
diametric class as input variables. The total height was the output variable. Five algorithms and six 
activation functions were combined in the hidden and output layers, totaling 18,125 trained ANNs. ANNs 
were evaluated using linear correlation ( ŷyr ), square root of the average error (RMSE%), bias and 

histograms of ŷyr  and RMSE%. The trained ANNs obtained RMSE% ranging from 0.07% to 396.3% and 

ŷyr  of -0.7130 to 0.9998. The ANNs was performed using the Neuro 4.0.6 software. With the exception of 

ANN with the Manhattan Update Rule algorithm, the best ANN selected in the validation showed a 
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correlation above 0.97, and RMSE% and bias close to zero. The Backpropagation, Resilient Propagation, 
Scaled Conjugate Gradient and Quick Propagation algorithms presented satisfactory results in height 
modeling. The logistic and log activation functions are efficient for the hidden and output layers, 
respectively. In validation, the 12-10-1 network architecture with a Resilient Propagation algorithm 
showed the highest precision, with RMSE of 0.067 m. On the other hand, the architecture 12-14-1 with 
the Manhattan Update Rule algorithm resulted in the lowest precision, with RMSE of 3.13 m. The 12-10-1 
network architecture, with Resilient Propagation algorithm and logistical activation function, can be used 
in the training for the prediction of the total height of Eucalyptus spp. 

Keywords: Height; Eucalyptus; Artificial intelligence; Forest management. 

INTRODUÇÃO 

A predição do crescimento de Eucalyptus spp. é imprescindível para o manejo florestal, uma 
vez que essa predição fornece informações quantitativas sobre a floresta, corroborando para o 
planejamento e análises econômicas (Binoti et al., 2014). Para tanto, são comumente aplicados 
inventários florestais contínuos (IFC) para avaliar o desenvolvimento do povoamento. 

Contudo, o IFC demanda tempo e custos, pois algumas variáveis são de difícil obtenção, 
como por exemplo a altura das árvores, que é mensurada indiretamente com auxílio de 
aparelhos hipsométricos (Campos & Leite, 2017). Mesmo que esses aparelhos tenham 
evoluído quanto a sua acuracidade, ainda estão sujeitos a erros devido à falta de visibilidade 
do topo da árvore (Cysneiros et al., 2020). Dessa forma, torna-se comum utilizar métodos 
baseados em relações hipsométricas para predizer essa variável, de forma a reduzir tempo e 
capital nos IFC (Binoti et al., 2013; Melo et al., 2017). Dentre as diversas técnicas utilizadas para 
este fim, as redes neurais artificiais (RNA) vêm se destacando como uma técnica eficiente para 
predizer variáveis importantes em um inventário florestal. 

As RNA já foram bem aplicadas na predição de diversas variáveis florestais, como do volume 
de árvores (Özçelik et al., 2010), biomassa acima do solo (Nandy et al., 2017), densidade da 
madeira (Demertzis et al., 2017) e inclusive da altura de árvores (Vieira et al., 2018). Contudo, 
apesar da grande quantidade de estudos na literatura com essa técnica, as aplicações na região 
amazônica ainda são raras. Além disso, o desempenho de uma RNA na predição da altura das 
árvores pode ser otimizado com a escolha de uma função de ativação e algoritmo adequado, que 
pode diminuir a complexidade da rede e aumentar o desempenho (Vendruscolo et al., 2017). 

Os algoritmos de propagação têm seu funcionamento centrado em uma série de 
iterações que objetivam reduzir a taxa de erro das RNAs (Silva et al., 2016). A forma que a taxa 
de erro é utilizada pela rede e como o gradiente do mesmo é atualizado varia conforme o 
algoritmo de treinamento implementado (Shrestha & Mahmood, 2019). Alguns desses 
algoritmos mais conhecidos são o Backpropagation, Resilient Propagation, Quick Propagation, 
Scaled Conjugate Gradient e o Manhattan Update Rule. 

Na mensuração florestal, os algoritmos Resilient Propagation e Backpropagation são os 
mais testados para predições de variáveis (Miguel et al., 2016; Lacerda et al., 2017; Cunha 
Neto et al., 2021). O Resilient Propagation permite que cada valor de matriz de peso individual 
seja treinado individualmente (Heaton, 2011). A principal desvantagem deste algoritmo é sua 
maior complexidade de implementação do que o Backpropagation. Por outro lado, o 
Backpropagation fornece uma maneira muito simples e eficiente de calcular o gradiente em 
uma RNA (Chen & Gu, 2020). Contudo, o Backpropagation leva mais tempo para o treinamento 
da RNA devido aos movimentos backwards que o neurônio executa até que a solução ideal 
seja encontrada (Zajmi et al., 2018). 

Para os demais algoritmos, algumas das vantagens da utilização do Scaled Conjugate 
Gradient, Quick propagation e Manhattan Update Rule são, respectivamente, a não utilização de 
busca unidimensional a cada iteração para determinar a taxa de aprendizagem 
(Selvamuthu et al., 2019), a desnecessidade de fornecer um valor para o parâmetro 
momentum e a facilidade no processamento dos dados (Heaton, 2011). Porém, essa 
simplicidade do algoritmo Manhattan Update Rule pode gerar resultados ligeiramente piores. 

Assim, estudos que testam melhores opções na configuração de uma RNA para a predição 
da altura total das árvores são importantes para aumentar a acurácia das predições (Martins et al., 
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2016a). Trabalhamos com a hipótese de que as configurações de redes neurais artificiais 
influenciam na precisão da predição da altura total das árvores de eucalipto. Neste sentido, o 
objetivo deste estudo foi recomendar as melhores configurações de RNAs para a predição da 
altura total das árvores de Eucalyptus spp. na mesorregião sudeste do estado do Pará. 

MATERIAL E MÉTODOS 

Descrição da área experimental 

O estudo foi realizado em áreas de plantios comerciais da Fazenda Formosa, localizada 
no município de Paragominas - PA, mesorregião Sudeste Paraense. A região do estudo possui 
características homogêneas de paisagem, com solos do tipo Latossolo Amarelo Distrófico, 
textura muito arenosa e com relevo plano suavemente ondulado (Empresa Brasileira de 
Pesquisa Agropecuária, 2018). O clima é do tipo “Aw” segundo a classificação climática de 
Köppen, com umidade relativa do ar por volta de 85%, temperatura média anual de 26ºC e 
precipitação pluviométrica média anual entre 1.900 e 2.200 mm.ano-1 (Alvares et al., 2013). 

Coleta das variáveis dendrométricas quantitativas e qualitativas 

Os dados foram provenientes de seis clones de Eucalyptus spp., com idades variando de 
10 a 59 meses (Tabela 1). Os seis clones estudados foram distribuídos em 40 talhões, variando 
de 11,5 a 42,8 ha, sendo que nessas áreas foram instaladas parcelas para realização do 
inventário florestal. As unidades amostrais possuem medidas iguais a 21 m x 24 m (504 m2), 
alocadas de forma aleatória na área com intensidade amostral de uma parcela a cada 15 ha. 
Foram amostradas 2.888 árvores. 

Tabela 1. Listagem das espécies e híbridos de Eucalyptus spp. mensurados 

Clone Espécie/Híbrido N 
C1 Eucalyptus grandis W. Hill ex Maiden × Eucalyptus sp. 63 
C2 Eucalyptus grandis W. Hill ex Maiden × Eucalyptus urophylla S.T. Blake 71 
C3 Eucalyptus sp. 558 
C4 Eucalyptus urophylla S.T. Blake × Eucalyptus grandis W. Hill ex Maiden 216 
C5 Eucalyptus urophylla S.T. Blake 763 
C6 Eucalyptus brassiana S.T. Blake × Eucalyptus grandis W. Hill ex Maiden 1217 

A mensuração das variáveis quantitativas de CAP (circunferência a 1,30 m do solo) para 
posterior transformação em DAP (diâmetro a 1,30 m do solo), utilizando fita centimétrica, e 
também mensuração da altura total das árvores, utilizando clinômetro digital Haglof® foram 
realizadas para cada indivíduo dentro da parcela. 

A tabulação dos dados coletados em campo foi realizada para posterior classificação em 
classes para as variáveis idade e DAP (Tabela 2). 

Tabela 2. Estatística descritiva da altura total e das classes de idade e diâmetro a 1,30 m de altura do 
solo (DAP) 

Estatística 
descritiva 

Idade (meses) DAP (cm) 
Altura (m) 

Classe 1 Classe 2 Classe 3 Classe 1 Classe 2 Classe 3 
Amplitude 10 - 26,3 26,4 - 42,7 42,8 - 59 2,07 - 8,8 8,9 - 15,6 15,7 - 22,28 2,8 - 34 

N 672 711 1505 592 1988 308 2888 
x  23,28 31,5 54 6,47 11,77 16,81 15,19 
s ± 5,27 ± 2,8 ± 2,7 ± 1,99 ± 1,78 ± 1,06 ± 4,47 

Em que: N = número de árvores;  x = média; s = desvio padrão. 
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Treinamento e combinações para a melhor estrutura de RNA 
As RNA treinadas foram do tipo Multilayer Perceptron (MLP), com apenas uma camada 

oculta. As variáveis qualitativas utilizadas nos treinamentos foram o clone, classe de idade e 
classe diamétricas. As variáveis quantitativas foram a idade (em meses), DAP (cm). A altura 
total dos indivíduos foi a variável de saída. Os dados foram divididos para o treinamento (70%) 
e validação (30%) das RNA. O software Neuro 4.0.6 (Binoti, 2012) foi utilizado para 
configuração, treinamento e validação das mesmas. As variáveis qualitativas foram inseridas 
no software como fator numerado de 1 a 3, uma vez que o programa permite a diferenciação 
entre variáveis qualitativas e quantitativas. O número de neurônios na camada oculta variou 
de 2 a 30. Cinco algoritmos, cinco funções de ativação e todas as possíveis combinações entre 
eles foram testados. 

Os algoritmos de aprendizagem testados foram o Backpropagation, Quick Propagation, 
Resilient Propagation, Manhattan Update Rule e Scaled Conjugate Gradient. No algoritmo 
Backpropagation foram configurados auto ajustes nas taxas de aprendizagem e momentum, 
para reduzir os valores destes parâmetros com a evolução do algoritmo. O algoritmo de 
treinamento Quick Propagation provém do método de Newton, utilizado para aquisição de 
raízes de uma função. Sendo esse algoritmo tolerante a altas taxas de aprendizagem, o valor 
igual a 1 foi utilizado. A variação básica RPROP+ do algoritmo Resilient Propagation foi utilizada 
para o treinamento. Nesse caso a direção de cada atualização de peso é baseada no sinal da 
derivada parcial (∂ E / ∂ wij). Para o algoritmo Manhattan Update Rule, que por definição 
necessita de baixas taxas de aprendizado, o valor 0,00001 foi utilizado. O algoritmo Scaled 
Conjugate Gradient não tem variações em sua configuração, sem dependência a valores de 
critérios para treinamento. 

As funções de ativação (FA) utilizadas foram as seguintes: logística (sigmoide), tangente, 
log, linear e seno. A priori, foram geradas cinco redes para cada topologia, em que cada 
combinação de funções resultou em 145 redes (5 redes x 29 variações de neurônios). Assim, 
para cada função dentro de um algoritmo foram treinadas 725 RNA, gerando 3.625 redes por 
algoritmo. 

O erro médio (0,001) ou o número de ciclos (3000), com valor para taxa de convergência 
igual a 20 foram utilizados como critério de parada no treinamento das RNA. 

Parâmetros de seleção das melhores redes neurais artificiais 
As redes neurais artificiais foram avaliadas segundo três critérios: o bias (Equação 1), a 

raiz quadrada do erro médio (RQEM%) (Equação 2), coeficiente de correlação de Pearson entre 
altura total observada e altura total predita pela RNA ( ŷyr ) (Equação 3). As medidas de ŷyr , bias 

e de RQEM% para as 18.125 redes treinadas foram separadas em classes (com intervalos de 
0,02 para ŷyr , 5% e 10% para o RQEM%) e utilizadas na geração de histogramas por algoritmos 

e funções de ativação.  
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Em que: ˆiy  = altura total predita de cada observação (m); iy  = altura total observada de cada 
observação (m); n  = número de observações; y = média das alturas totais observadas (m); 
ˆmy   = média das alturas totais preditas (m).  

RESULTADOS E DISCUSSÃO 

Dentre as 18.125 redes treinadas, sendo 3.625 por algoritmo, um total de 658 redes não 
convergiram. Os algoritmos Quick Propagation, Resilient Propagation e Scaled Conjugate 
Gradient alcançaram mais de 96% de convergência das redes treinadas. O algoritmo 
Manhattan Update Rule obteve 100% de convergência. Em contrapartida, o algoritmo 
Backpropagation apresentou 440 (12,13%) redes que não convergiram. 

Na Figura 1 estão apresentados a frequência por classe das métricas de ŷyr  e RQEM% 

das RNA treinadas que convergiram para cada algoritmo. O algoritmo Manhattan Update Rule 
obteve mais de 97% das redes com ŷyr  menor que 0,60 e 27,8% com ŷyr  negativa. Os valores 

de RQEM% das redes treinadas com este algoritmo variaram de 10% a 400%. 
O algoritmo Manhattan Update Rule obteve maior taxa de convergência e menor precisão 

das estimativas devido a sua simplicidade no treinamento. Esse algoritmo usa apenas o sinal 
do gradiente na atualização dos pesos, desconsiderando sua magnitude. Além de permitir a 
atualização dos pesos em paralelo, reduzindo o número de ciclos no processo de treinamento 
(Zamanidoost et al., 2015). Essa forma de atualização dos pesos pode dificultar a alcançar um 
erro mínimo global, gerando redes com resultados insatisfatórios. 

 
Figura 1: Frequência por classe das métricas de correlação e RQEM% das redes neurais artificiais 

treinadas para cada algoritmo. 
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Os algoritmos Backpropagation, Resilient Propagation e Quick Propagation alcançaram ŷyr  maior 

que 0,95 em 42, 49 e 51% das redes, respectivamente. Esses algoritmos obtiveram um RQEM% 
menor que 5% em mais de 91, 73 e 90% das redes treinadas, respectivamente. O algoritmo Scaled 
Conjugate Gradient apresentou 20% das redes com ŷyr  maior que 0,95. Além disso, obteve um 

RQEM% menor que 5% em 72% dos dados, com uma variação de 5 a 65% no restante das redes. 
O bom desempenho do Backpropagation pode ser explicado pela robustez do algoritmo 

com muitos parâmetros que otimiza a modelagem e reduz os erros, como por exemplo a taxa 
de aprendizado e momentum (Heaton, 2011; Shamsuddin et al., 2013; Miguez et al., 2014; 
Zamanidoost et al., 2015). O resultado satisfatório do algoritmo Quick Propagation pode estar 
relacionado à sua tolerância a taxas de aprendizagem mais altas, sendo possível obter redes 
mais precisas (Heaton, 2011). 

Os algoritmos Resilient Propagation e Scaled Conjugate Gradient obtiveram redes com boa 
precisão nas estimativas devido à maior flexibilidade durante o treinamento. Neste caso, os 
parâmetros não precisam ser definidos previamente, sendo assim o próprio algoritmo define 
os valores ideais para os parâmetros (Heaton, 2011; Martins et al., 2016b). 

Em relação aos histogramas de frequência para as FA utilizadas na camada oculta 
(Figura  2), a função de ativação linear resultou em RNA com maior incidência de ŷyr  negativa 

(19%) e presença de redes com RQEM% superiores a 100% (2,9%). A função de ativação do 
tipo logística apresentou a menor quantidade de redes treinadas com coeficientes de ŷyr  

negativos (3,4%), e nenhuma RNA com RQEM% superior a 100%. 

 
Figura 2. Frequência por classe das métricas de correlação e RQEM% para as funções de ativação na 

camada oculta (A) e função de ativação na camada de saída (B). 

Ao analisar os histogramas das FA para a camada de saída (Figura 2), as funções tangente e 
seno obtiveram as maiores frequências de RNA com ˆ  yyr negativas (11,9% e 10,9%, respectivamente) 

e as menores concentrações de RNA com RQEM% inferiores a 10%. Para a função log, 89% das redes 
apresentaram erros inferiores a 10% e somente 6% das redes obtiveram ˆ  yyr negativas. 

As diferenças nas distribuições de frequência das métricas entre as funções de ativação 
indicam haver uma contribuição relevante dessas para as predições da altura total de Eucalyptus 
spp. Desse modo, a função de ativação influencia de forma significativa a complexidade da 
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aprendizagem e o desempenho de uma rede neural artificial, uma vez que é o componente 
responsável por introduzir não-linearidade na RNA (Lecun et al., 2015; Mohammed et al., 2019). 

A função do tipo linear demonstrou desempenho inferior na camada oculta e de saída, indicado 
por grandes quantidades de redes treinadas com baixas ŷyr . A perda de precisão com a utilização 

de função linear nas camadas ocultas das redes está associada às relações não-lineares existentes 
entre as variáveis utilizadas para a predição da altura das árvores (Martins et al., 2016a). As 
topologias implementadas com função de ativação do tipo logística na camada oculta, resultam em 
redes com frequências das métricas de precisão mais adequadas. O melhor desempenho desta 
função pode estar associado ao seu balanço, entre linearidade e não linearidade, que permite a boa 
representação de fenômenos não-lineares em casos de aproximação de funções para predições de 
variáveis dendrométricas (Binoti et al., 2014; Lopes et al., 2020). 

A função de ativação tangente é amplamente utilizada na implementação de redes neurais 
artificiais para aproximação de funções, por conta do seu intervalo mais flexível, variando de -1 
a 1 (Hajduk, 2017). No entanto, gerou um elevado número de redes com ŷyr  negativas e altos 

RQEM% na camada de saída. Esse desempenho inferior pode ter sido ocasionado pelas 
diferentes combinações entre funções de ativação das camadas ocultas e de saída. Se utilizada 
em ambas as camadas, a função de ativação tangente é capaz de predizer com boa precisão 
variáveis dendrométricas (Martins et al., 2015; Martins et al., 2016a). 

As menores quantidades de redes com ˆ  yyr negativas foram obtidas com adoção da 

função de ativação log na camada de saída, o que indica bom desempenho das topologias 
dotadas com esta função. Devido à sua capacidade de lidar com nós saturados que retardam 
o treinamento, a utilização da função log é recomendada para casos em que o treinamento 
de redes com função tangente não é bem sucedido (Heaton, 2011). 

A frequência de redes em cada classe de ŷyr  e RQEM% variou entre as combinações de 

algoritmos e funções de ativação (Figura 3 e Figura 4). Os algoritmos Quick Propagation e 
Backpropagation obtiveram maiores frequências de redes com estatísticas de precisão elevadas, 
mesmo quando utilizando funções de ativação que tenderam a gerar redes com menores 
estatísticas de precisão (linear, seno, tangente e logística). O algoritmo Manhattan Update Rule 
apresentou maior quantidade de redes com baixa precisão, em todas as funções de ativação. 

 
Figura 3: Frequência de redes em cada classe de correlação e RQEM% entre as combinações de 

algoritmos e funções de ativação na camada oculta. 
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Figura 4: Frequência de redes em cada classe de correlação e RQEM% entre as combinações de 

algoritmos e funções de ativação na camada de saída. 

A variação da frequência de redes em cada classe de ŷyr  e RQEM% a partir da combinação 

de algoritmos e funções de ativação sugere que algoritmos com processos de treinamento 
mais robustos podem apresentar bons desempenhos mesmo utilizando combinações de 
funções (camada oculta e de saída) menos eficientes (Gupta et al., 2020). 

As topologias de RNA com algoritmo Resilient Propagation apresentaram uma 
participação expressiva na classe de correlação >0,90 em todas as funções de ativação, com 
exceção da função seno que obteve redes com menores ˆ  yyr e maiores RQEM%. 

O baixo desempenho estatístico do algoritmo Resilient Propagation combinado com a 
função seno indica que essa função tem efeito direto no tempo de treinamento e 
desempenho desse algoritmo, uma vez que se relacionam com o processo de atualização dos 
pesos durante a etapa de treinamento das redes (Miguez et al., 2014). 

Em relação às melhores RNA selecionadas em função das estatísticas de validação, a ŷyr  

apresentou valores acima de 0,97, e RQEM e bias próximos de zero para a maioria dos 
algoritmos (Tabela 3). O algoritmo Manhattan Update Rule foi a exceção, apresentando ˆ  yyr igual 

a 0,80, e RQEM e bias maiores em comparação aos outros algoritmos. A topologia de rede 12–
10–1, com algoritmo Resilient Propagation e função de ativação logística na camada oculta e de 
saída apresentou as melhores estatísticas, sendo essa a melhor RNA encontrada. O número de 
neurônios na camada oculta da maioria das melhores RNA foi igual ou superior a 10, com 
exceção da RNA com algoritmo Quick Propagation que apresentou apenas 2 neurônios. 

Tabela 3. Configurações e estatísticas de precisão das melhores RNA na validação 

Algoritmo CO CS Topologia ŷyr  Bias RQEM 
Backpropagation Tangente Log 12–23–1 0,97504 0,0030 0,7637 

Quick propagation Tangente Tangente 12–2–1 0,99798 -0,0039 0,2436 
Resilient propagation Logística Logística 12–10–1 0,99989 -0,0007 0,0670 

Manhattan Update Rule Tangente Log 12–14–1 0,80275 0,2607 3,1315 
Scaled Conjugate Gradient Log Log 12–30–1 0,9994 -0,0005 0,1634 

Em que: CO: camada oculta; CS: camada de saída; ŷyr : coeficiente de correlação de Pearson entre altura total observada e altura 

total predita pela RNA; RQEM: raiz quadrada do erro médio. 
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Em relação às estatísticas de validação (Tabela 3), a maior precisão da RNA com o 
algoritmo Resilient Propagation combinado com a função logística nas duas últimas camadas 
comprova que esse algoritmo e essa função apresentam grande aptidão para a aplicação em 
variáveis florestais (Leite et al., 2016; Wang et al., 2017; Tavares Júnior et al., 2020). Entretanto, 
o bom desempenho estatístico dos demais algoritmos, com exceção do Manhattan Update 
Rule, comprova que esses algoritmos também podem gerar predições com grande precisão. 

A alta precisão da RNA com a função logística combinada com o algoritmo Resilient 
Propagation indica que testar as interações entre o algoritmo e a função de ativação pode 
resultar no aumento da precisão da predição. A presença da função log na RNA com o 
algoritmo Backpropagation (> precisão) e na RNA com o algoritmo Manhattan Update Rule (< 
precisão) reforça a importância de se testar as configurações mais adequadas para cada tipo 
de problema (Raghu & Sriraam, 2017; Naik et al., 2020). 

Já em relação aos neurônios na camada oculta, o número de neurônios igual ou superior 
a 10 para a maioria das RNA está relacionado com a complexidade do problema apresentado 
a RNA, em que quanto maior a quantidade de informação apresentada para a rede, maior 
será a quantidade de neurônios necessários para resolver o problema (Binoti et al., 2014). 
Esse número foi maior que o encontrado em outros estudos, em que apresentaram de um a 
quatro neurônios nessa camada (Binoti et al., 2014; Campos et al., 2016). 

CONCLUSÃO 

Os algoritmos Backpropagation, Resilient Propagation, Scaled Conjugate Gradient e Quick 
Propagation são eficientes na predição da altura total de Eucalyptus spp. Entretanto, o 
algoritmo Manhattan Update Rule não é adequado para essa aplicação. 

As funções de ativação logística e log são as mais eficientes para as camadas oculta e de 
saída, respectivamente. Por outro lado, a função linear na camada oculta e tangente na 
camada de saída não geram redes com boa precisão. 

A topologia de rede 12–10–1, com algoritmo Resilient Propagation e função de ativação 
logística na camada oculta e de saída pode ser utilizada no treinamento para a predição da 
altura total de Eucalyptus spp. 
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